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A Natural Language Processing és modszereinek

felhasznalhatdsaga és terjedése a tarsadalomtudomanyban

Absztrakt

Tanulmanyunkban attekintd jelleggel bemutatjuk a tartalomelemzési technikdk klasszikus,
illetve az utébbi években rendkiviili fejlédésen atesett, altalunk ,udjfajta” jelzével kategorizalt
modszereit. Ezek ismertetését kovetGen olyan kutatdsi modszertan kidolgozasara tesziink
kisérletet, melynek alkalmazasaval detektalhato, hogy a tarsadalomtudomanyokon beliil sziileté
tudomanyos kozleményekben mekkora részarannyal birnak a Natural Language Processing
korébe tartozé eljarasok. Kutatdsunk alapjat a JSTOR adatbazisa jelenti. A JSTOR-rél kikért
metaadatok elemzését, valamint a platform miikodésének bemutatasat kovetSen interaktiv
vizualizaciés technikakkal mutatjuk be a kapott eredményeket, végiil ezek interpretacidja utan

lehetséges iranyokat jeloliink ki a témaval kapcsolatos tovabbi vizsgalatok szamara.

Kulcsszavak: tartalomelemzés, szovegelemzés, szocioldgia, tarsadalomtudoméany, természetes

nyelvfeldolgozas, Natural Language Processing, NLP, JSTOR.
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Hagyomanyos tartalomelemzési modszerek attekintése

»A tartalomelemzés egy olyan kutatasi technika, amely szovegekbdl (és egyéb, jelentéssel biro
alapanyagokb6l) megismételhetd és érvényes kovetkeztetéseket von le azok hasznalatanak

kontextusara vonatkozdan” (Krippendorff 2004).

A kvalitativ tartalomelemzés egy, a szoveges adatok szubjektiv értelmezésének és az adatokban
rejlé, els6sorban latens tartalmak kutatdsara alkalmas mddszer, mely empirikusan és
modszertanilag ellenérzott eszkozoket alkalmaz. Segitségével a szovegeket kommunikacios
kontextusukban elemezhetjiik, benniilk mintazatokat Kkereshetiink, és az adatokat
klasszifikalhatjuk - anélkiil, hogy szovegeinket kvantifikdlnank. A modszer célja konzisztenciak

és jelentések azonositasa a szovegekben (Hsieh & Shannon 2005, Mayring 2000, Patton 2002).

A kvantitativ tartalomelemzés ezzel szemben a szovegekben el6forduld szavak vagy témak
gyakorisaganak vizsgalatara alkalmas. A szavak egyiittes el6forduldsa alapjan elsdsorban
manifeszt, - de ezen tilmenden bizonyos esetekben latens - tartalmakat kivannak felderiteni,
elére meghatarozott kategoéridk szerint. A kategorizalast megel6z6en kodolast végeznek a

kutatdk, majd ezek mennyiségi elemzése kovetkezik (Antal 1976.).
Herring (2010) 5 fazisra osztja a kvantitativ kutatas menetét, melyek a kovetkezdk:

a kutatasi kérdés és/vagy hipotézis megfogalmazasa,
a mintavalasztas,
az elemzési egységek és a kddolasi kategoriak definialasa,

a kddolok képzését kovetd kodolas a megbizhatosag ellendrzésével, valamint

AN

a kédolas eredményeképpen el6allt adatok elemzése, interpretalasa.

A kvalitativ és kvantitativ tartalomelemzési mddszerek 6sszehasonlitasaval a két paradigma
kiilon-kiilon is kénnyebben megérthetévé valik. Az alabbi Osszehasonlitas alapja Zhang és

Wildermuth (2005) cikke.

A kvantitativ elemzéseket gyakran alkalmazzak els6sorban a tdmegkommunikaciéban arra, hogy
»,megszamoljak” az egyes manifeszt szovegelemek el6fordulasi gyakorisagat. Ezt az eljarast sokan
kritizaljak a szovegben rejl6 szintaktikai és szemantikai informaciok teljes mell6zése miatt. Ezzel
szemben a kvalitativ megkdzelités az antropolégia, a szocioldgia és a pszicholégia teriiletérol
ered, és a szovegben rejl valds jelentéseket kivanja feltérképezni, tehat nem maganak a

szovegnek a szamokkal leirhato tulajdonsagait ismerteti.

Szintén elmondhaté a kvantitativ megkdzelitésrdl, hogy miikodése alapvetéen deduktiv:
hipotézisek és korabban, megel6z6 felmérések eredményei és mar létezé ismeretek alapjan

megfogalmazott kérdések megvalaszolasara, elméletek alatamasztasara vagy megcafolasara



torekszik. Ettdl eltér6en a kvalitativ elemzés induktiv, célja alapvet6en a témak azonositasa,

emiatt sokkal inkabb alkalmas elméletek 1étrehozasahoz, mint azok alatamasztasara.

Nyilvanval6, hogy a mintavételi eljaras megvalasztasa teljesen kiilonb6z6 szempontok szerint
torténik a két esetben. A kvantitativ elemzések véletlen mintavételezésen vagy mas,
val6szinliségszamitason alapulé eljarason nyugszanak annak érdekében, hogy statisztikailag
érvényes megallapitasok levonasara legyenek alkalmasak. Ezzel szemben a kvalitativ mddszerek
gyakran alkalmaznak szakértéi, onkényes mintavételezést, amelynek sordn szandékosan

valasztanak ki a kutatas szempontjabdl relevans szovegeket, tartalmakat.

Végezetiil fontos megemliteni, hogy a két mddszer alkalmazasanak eredményeképpen el6allo
produktumok is kiillonboznek. A kvantitativ eljardsok statisztikai mdédszerekkel elemezhetd,
szamszerUsitett adatok létrehozasara alkalmasak. Ezzel szemben a kvalitativ tartalomelemzés
soran leirasok, tipologidk sziiletnek, valamint sziikségszer(ien szubjektiv, részletes beszamolok
az adott szovegrdl, amelyek bemutatjak a vizsgalt jelenség jelentésének arnyalatait (Zhang és

Wildermuth 2005).

Ami altaldnossagban is elmondhat6 a két mddszerrél, az ebben a specifikus esetben is igaz: a
kvalitativ médszerek érvényessége magasnak, megbizhat6saga alacsonynak mondhatd, mig a

kvantitativ eljarasok alacsony érvényességi, de magas megbizhat6sagu eredményt szolgaltatnak.

Ahogyan azt a tanulmany kés6bbi részében is lattatni kivanjuk, a ,,Natural Language Processing”
targykorén beliil alkalmazott médszerek mindkét megkozelitésbdl meritenek, tehat nem csupan
szamszer(i adatok leirdsdra tesznek kisérletet, hanem a mogottes jelentéstartalom

feltérképezését is célul tlizik ki.

Uj szovegelemzési médszerek: Natural Language Processing

Az NLP altalanossagban

A tanulmany koévetkezd szakaszaban Tikk Domonkos 2007-es, valamint Sebdk et al. 2016-os

atfogd, szovegbanyaszattal foglalkoz6 miiveit vettiik alapul.

A szamitégépes szovegfeldolgozas, mas néven Natural Language Processing adathalmazainak
alapjat legtobbszor a ,Big Data” kifejezéssel illethet6 forrasok jelentik. A Big Data kifejezést
sokszor haszndljdk az adat méretére vonatkozdan, de a nagy mennyiségii adatok gyfijtésére,
tarolasara, feldolgozdsara és elemzésére vonatkozdé tevékenységek  0Osszefoglald
megnevezéseként is (Karin van Es 2017, 13). A Big Data definialasakor hagyomanyosan a ,harom
V betlit” szoktak hasznalni, amely megjelenik egyebek mellett Zikopoulos et al. konyvében (2012,

5-9). E szerint az ilyen tipusu adatok harom legfontosabb jellemzd6je az adatok nagy mérete



(volume), nagyfokd valtozatossaga (variety; a strukturdlt adatok mellett nagy mennyiségben
megtalalhaté félig-strukturalt és strukturadlatlan adat isl1), valamint az adatok sebessége és
elérhetGsége (velocity). Az utébbi szemponthoz kiemelendd, hogy nem csak az adatok mérete
n6tt meg, hanem a keletkezésiik sebessége is, ezzel parhuzamosan pedig lecsokkent a
»Szavatossagi idejiik”. Az adatokban 1év6 potencidlt az tudja a leghatékonyabban kihasznalni, aki
gyorsan, idedlis esetben valés id6ben képes feldolgozni az adathalmazt. A fenti definiciés kisérlet
kiterjesztéseként értelmezhetd Kitchin (2014) munk3ja, aki kiemeli, hogy szintén jellemzé a Big
Data-ra az, hogy teljes populaciokat fed(het) le (de legalabbis sokkal nagyobb mintaméreteket
alkalmaz a korabban megszokottaknal); nagy felbontassal, részletezettséggel rendelkezik;
relacios jellegli (a kiilonb6zd adatforrasokbdl szarmazé adatok gyakran Osszekapcsolhatok);

valamint rugalmas és skalazhato.
A Big Data adatforrasait Lazer és Radford (2017, 21-23) harom nagy kategériaba sorolja.

Digitalis élet: Facebook, Twitter, Wikipedia - a tevékenység alapvet6en online, de esetenként
kapcsolatban van offline dolgokkal is. Ezekre az adatforrasokra tekinthetiink ugy, mint a
tarsadalom ,mikrokozmoszaira”, amelyekben bizonyos oOssztarsadalmi szinten is meglév)
problémakat vizsgalhatunk specialis kérnyezetekben2; vagy mint az élethez kapcsolddé fontos,

ugyanakkor elkiilonithet6 teriiletekre, amelyeknek 6nmagukban is vizsgalatra mélt6k3.

Digitalis labnyomok: ebbe a kategériaba f6leg a cégek és a biirokratikus intézmények altal
felhalmozott adatok tartoznak. A labnyomok, avagy lenyomatok - ellentétben az el6z6 csoportban
taglalt adatokkal - nem magat a tevékenységet jelentik, hanem annak valamilyen digitalis
reprezentaciojat. Példaként emlitheték a digitalisan tarolt hivasadatok vagy a valasztoi

adatbazisok.

Digitalizalt élet: ide tartozik minden olyan adat, amely az offline életiinkkel kapcsolatos, arra
vonatkozik, azonban digitalis formaban van eltarolva. A Bluetooth-szal ellatott eszk6zok képesek
regisztralni egymas tavolsagat, ezaltal elemezhet§ az ezeket birtoklé személyek pozicidja és
kozelsége; a varosi kamerak videdfelvételeit vizsgalva kovetkeztetéseket vonhatunk le az
emberek interakcidirél; a Google Books milliéi konyvet tartalmazé korpusza pedig izgalmas

szovegelemzéseknek adhat teret.

1 Lasd még: Csepeli (2015, 173).

2 Példaul Edelman és Luca (2014) tanulmanya, amely az Airbnb platformon tapasztalhat6 ,digitalis
diszkriminaciot” kutatja.

3 Erre példa Bakshy, Messing és Adamic (2015) irasa, amelyben azt vizsgaltak, hogy a Facebook
Jinformaciés burokba” zarja-e a felhasznaldkat, amelynek révén csak a vilagnézetiikkel kompatibilis
hirekkel talalkoznak a platformon.



»-Mig 2002-ben a vildgon 6sszesen 27 exabyte-nyi adat keletkezett, addig ma 7 nap alatt jén létre
ennyi informdcid. Ha a pontos szdmok kérdésesek is lehetnek, az exponencidlis névekedés ténye
vitathatatlan” (Dessewffy - Lang, 2015). A szocioldgia szempontjabol nem feltétleniil az adatok
mennyisége, sokkal inkdbb az adatok online hozzaférhet6sége fontos. Ahogy Sagvari (2017) is
irja, az 4j tipust, online termel6d6 adatok megjelenése lehet6séget ad arra, hogy olyan kérdéseket
vegylink gércsé ala, melyek elemzésére kordbban, az adatok hidnya miatt nem volt lehet6ségiink.
A kiilonb6z6 forrasokbdl szarmazd adatok osszekapcsoldsa rengeteg komplex elemzési
lehet6séget rejt magdban, am ezekhez el kell szakadnunk a megszokott, rendezett

adatstrukturaktol, teret kell engedniink Gjfajta médszerek alkalmazasanak.

Megkilonboztetiink egymdstdl strukturalt és strukturalatlan szovegeket. Strukturalt szovegek
alatt korabban mar feldolgozott dokumentumokat értiink, melyekrol kiilonb6zé informaciékkal,
metaadatokkal rendelkeziink (lehetnek ezek a szovegbdl kinyert informacidk, mint a szavak
szama, vagy a szoveg érzelmi toltetére vonatkozo6 informacio), melyek az adatainkat bizonyos
szempont szerint jellemzik. Strukturalatlannak tekintjiik az 6sszes, hétkoznapokban termel6dé
szoveget, melyek nincsenek elemzési célra el6készitve. A nyelvtani szerkezeteknek, a szoveg
kiilonbozo jellemzbinek kdszonhet6en a tanulmanyokat, Gjsagcikkeket, weboldalakat azonban
tulzas lenne strukturalatlan adatnak hivni, az ilyen tartalmakat inkadbb szabadformatumunak,
gyengén vagy félig strukturaltnak szoktuk nevezni, de ez nem jelenti azt, hogy az ilyen szévegeink
mar elemzésre alkalmas allapotban vannak. A szévegek elemezhet6 formara hozasa az NLP egyik
fontos feladata. Az el6feldolgozas egyes lépései egymadssal kolcsonhatdsba 1épnek és
befolyasoljak a modell teljesitményét, emellett a hibak javitasa kés6bb gyakran nagyon koltséges

lehet, igy megéri az elemzés el6tt kezelni 6ket (Rehurek, 2011).

A kovetkez6kben az altalunk legfontosabbnak tartott 1épéseket mutatjuk be. Az elsé 1épés a
Named Entity Recognition vagy Named Entity Extraction tulajdonképpen nem mas, mint a
névelemek felismerése. A folyamat soran megkeressiik a szovegben szerepl6 tulajdonnevek,
foldrajzi nevek, intézmények vagy szervezetek neveinek kiilonboz6 el6fordulasait, és ezeket
egységes alakra hozzuk. A kovetkezd 1épés a szovegek szétovezése és szo6faj szerinti szlirése. A
morfologia szabalyainak megfeleléen a szavak alakjai eltér6ek lehetnek, emiatt sziikséges
szotovezést végezni, ami egyfajta normalizalas, mellyel egységes alakra hozzuk a kifejezéseinket.
A sz6faji szlirés sordn megadhatjuk, hogy mely széfaji kategdriaba sorolt kifejezéseket szeretnénk
a korpuszunkban viszontlatni. Alapvet6en a fénév, melléknév és ismeretlen kategoériak szoktak a
korpuszba keriilni, az igék kiirasa valtoz6. Megkilonboztetjiik egymastol a tartalomszavakat
(content words pl. fénév, melléknév) a funkcidészavaktol (function words példaul a kotdszavak).
A stopszavazassal megszabadulunk azoktol a kifejezésekt6l, melyek tartalmi jelentéssel nem

rendelkeznek (Tikk et al, 2007). A kovetkez feladat az el6feldolgozas soran a kollokaciok



vizsgalata, vagyis a szignifikdns bigramok megkeresése. A bigram egy gyakran egyiitt el6fordulé
szopar (vagy akar szotobbes, azaz n-gram). A magyar lexikografidban allanddsult
székapcsolatként, idiomaként szoktak ra hivatkozni (Reményi 2010). Az el6feldolgozas utolsé
lépésében azokat a kifejezéseket, amik nagyon kevés, vagy nagyon sok dokumentumban
szerepelnek kizarjuk az elemzésbdl. A széeloszlas egy hatvanyfiiggvény, amely Zipf-eloszlast
kovet, emiatt a leggyakoribb szavak a legtobb dokumentumban megtalalhatéak (Tikk et al.,
2007). Az emberi tudas, valamint nyelvi képességeink lehet6vé teszik a keletkezd strukturalatlan
szoveghalmazok feldolgozasat, azonban ilyen tevékenységet csak limitalt mennyiségben, és
viszonylag lassan vagyunk képesek végezni. Ezzel szemben a szamitégép gyors és hatékony
munkat végez, ugyanakkor nem képes egyebek mellett a kiilonb6z6 grammatikai strukturak, vagy
a kontextus megértésére. A probléma kezelésére, a két képesség otvozésével a természetes
nyelvfeldolgozas (Natural Language Processing, NLP) tesz kisérletet. Ez az a tudomany, amely
segitséget nyujt a gyorsan termel6d6, nagy mennyiségli szoveges adatok hatékony
feldolgozasaban. A természetes nyelvfeldolgozas a szamitégéptudomany (computer science), a
mesterséges intelligencia (Artifical Intelligence, Al) és a nyelvészet kozos teriilete (b6vebben a

témarol: Liddy, 2001).

s sz

feltarja a benne rejld dsszefiiggéseket, tovabba segitséget jelent az adatok kereshet6ségének
kialakitasaban és ezaltal a benniik torténé eligazodasban is. A természetes nyelvfeldolgozas soran
az alacsony mértékben strukturalt szoveghalmazainkat kisebb egységekre bontjuk, és
kapcsolatokat keresiink a széveg kiillonb6z6 elemei kdzott. A Natural Language Processing korébe
tartozé mddszerek célja tehat a nem trivialis tudas feltarasa strukturaltalan szévegekbdl (Kao -
Poteet, 2007:1). A tudomanyteriilethez szamos eltéré céllal alkalmazott és kiilonb6z6 logikat
alkalmazé eljaras tartozik, amelyek koziil a leggyakrabban hasznalt tipusokat tanulmanyunk

kés6ébbi részében ismertetjiik.

Az NLP felhasznalasa az iizleti életben igen elterjedt, a gépi forditas alkalmazasa, vagy a chatbotok
jelenléte ma mar mindennaposnak mondhaté. E két felhasznaldsi méd nagyban épit a
mesterséges és az lzleti intelligencidara egyarant. Az iizleti intelligencia eleinte, a kifejezés
megjelenésekor - a 80-as, 90-es években - leginkabb strukturalt, szamszer{ adatok elemzését
jelentette a jobb algoritmizalhat6sag miatt. Mara azonban a szévegelemzés szerves részét képezi
az lizleti intelligencia tertiletének: a hirszerzéstél kezdve a biomedikalis dsszefiiggések feltarasan

és az ajanlo algoritmusokon at a terroristak felismeréséig szamos tertileten alkalmazzak.



NLP a tarsadalomtudomanyban

Az NLP felhasznaldsanak elterjedtségéhez tehat nem fér kétség az iizleti élet teriiletén, azonban a

tarsadalomtudoésok is egyre gyakrabban fordulnak a médszer eszkozeihez.

Kmetty et al. (2017) az 6ngyilkossag mintazatat vizsgaltak egy, a Twitterrdl szarmazé korpuszon,
és azt talaltak, hogy az 6ngyilkossagok id6beli eloszlasanak heti ingadozasa illeszkedik a rossz
hangulatd lizenetek aranydhoz a Twitteren, bar ahhoz képest, amit az dngyilkossagi adatok
mutatnak, a tweetekben intenzivebben lathaté a felhasznalék hangulatdnak romlasa
vasarnaponként. A parlamenti felsz6lalasok is termékeny talajt adnak az djfajta szovegelemzési
modszereknek. A Precognox* és a K-Monitor? is felhasznalta ezen tartalmakat: el6bbi a beszédek
nemi toltetét vizsgalta szobedgyazasi modell segitségével, a K-Monitor pedig topikmodellezést

végzett, hogy jobban megismerjiik a parlament nyelvezetét, és annak sajatossagait.

Az NLP a hagyomanyos kutatasi modszerek kiegészitésére is alkalmas. Ahogy Roberts, Stewart,
Tingley és Airoldi (2013) tanulmanyukban irjak, a tarsadalomtudomanyban is egyre
kézkedveltebb eszkoz az NLP latens nyelvi, politikai és pszicholégiai kutatasokban. Ok példaul
arrdl irnak, hogy a hagyomanyos kérdéives mddszert alkalmaz6 kutatéknak gyakran nehéz
donteni, hogy kérddiviikben alkalmazzanak-e nyilt kérdéseket, hiszen ezek elemzése nem
trividlis. A feladat megkonnyitésére létrehoztak a Structural Topic Model nevili modszert, amit a
tanulmanyunk kés6ébbi részében bemutatasra keriil6 latens Dirichlet allokacié (LDA)

Kiterjesztésével készitettek el.

Az NLP segitségével tovabba lehetségessé valik az online diskurzusok elemzése, parlamenti
felszolalasok, vagy a social media kiillonb6z6 platformjainak vizsgalata. Ezen kiviil férumok és

hirportalok is gyakran képezik alapjat az NLP médszertanaval torténd vizsgalddasoknak.

A kovetkezdkben attekintjiik az NLP gyakran alkalmazott eszkdzeit, majd pedig a modszer

terjedésének dinamikajat vizsgaljuk meg szocioldgiai folydiratokban.

Kapcsolodo modszerek attekintése

Feliigyelt vs. nem feliigyelt mdédszerek

A gépi tanulas legfontosabb célkitiizése olyan hatékony és robusztus algoritmusok el8allitasa,

amelyek segitségével lehet6ség nyilik ismeretlen elemek el6rejelzésére, vagy Uj esetek

4 https://zolizoli.github.io/prezis/gender2.sozi.html#frame9546
5 https://k.blog.hu/2017/12/04/a_parlament_nyelve



kategoriakba soroldsara. A modellalkotds soran megkiilonbdztetiink feliigyelt (supervised), és

nem-feliigyelt (unsupervised) médszereket.

Felligyelt esetben el6zetesen ismert kategéridkkal rendelkeziink, és a cél az, hogy Uj elemeket
tudjunk beilleszteni a mar rendelkezésre all6 kategdriarendszerbe. Ilyenkor mindig tudjuk
elemeink legalabb egy részérdl, hogy melyik csoportba tartoznak, ezt nevezziik tanitéhalmaznak.
Felligyelt esetben tudjuk, hogy milyen struktiraba szeretnénk az adatainkat kdédolni, és ezt
tanitjuk meg az algoritmusnak. A feliigyelt médszerek kozé tartozik a linearis és logisztikus

regresszio, vagy az SVM, azaz a Support Vector Machine médszere.

Példaul egy e-mail fiok esetében a spam felismerése a feladatunk. Készithetiink egy automatikus
osztalyozot a szlirésre, ugy, hogy kész példakat hasznalunk a tanulé algoritmusunk tanitasara.
Ebben az esetben a tanulé mintank a felcimkézett levelekbdl all, és egy teszt mintan értékeljiik ki
az algoritmusunk teljesitményét. A teszt adatokkal az algoritmus a tanulds sordn nem talalkozik.
A spam-szilir6nk esetében a spam cimkét az algoritmusnak kell prediktalnia. Ahhoz, hogy a
predikcié pontossagat mérni tudjuk, az algoritmus altal adott cimkéket 6sszehasonlitjuk a

tesztminta cimkéivel.

A nem felligyelt médszereket a kognitiv tudomanyok teriiletén fejlesztették ki, de egyre nagyobb
teret nyert az utobbi id6ben a statisztikan beliil is. A nem feliigyelt médszereket hagyomanyosan
szinonimak, névelemek felderitésére hasznaljak, am szamos modell is timaszkodik a mddszerre,
igy példaul latens topikok, témak felismerésére is gyakran hasznalnak ilyen eljarasokat (Sebdk et
al 2016). Nem feliigyelt modszerek esetén nem rendelkeziink semmilyen el6zetes
kategdriarendszerrel, nincsenek el6zetes feltevéseink arra nézve, hogy milyen témak rejlenek a
szovegeinkben. Ilyenkor tanitéhalmazzal sem rendelkeziink, hiszen a modelliinkre bizzuk, hogy
kiilonboz6 statisztikai feltevések alapjan valamilyen, hattérben meghiz6dé strukturat talaljanak

a szovegekben.

Klasszifikacio

Akkor hasznalunk klasszifikacidt, ha szovegeinket el6re meghatarozott osztalyokba szeretnénk
sorolni. Példaul a fent emlitett spam-szliré elkészitése is tipikusan klasszifikaciés feladat. Ebben
az esetben van egy, a modell tanitasara el6készitett, felcimkézett részhalmaz a szévegeinkbdl, ezt
neveztiik az el6bb tanitéhalmaznak. Ezen a halmazon modelliink megtanulja, hogy szovegeink
bizonyos tulajdonsagai melyik osztalyba tartozast val6szinisitik, majd a modell feladata az lesz,

hogy ismeretlen elemeken, a tanult médon klasszifikalja a szoévegeinket.

Felligyelt klasszifikdci6 sordn fontos 1épés a tanitéhalmaz el8allitdsdnak moédja. Ez kézzel,

kodolék segitségével torténik, nem pedig automatikus médon. A tesztelésre szant adatok is elére



be vannak kategorizalva, de a tesztelés soran a modell a valés cimkéket nem latja, a modellnek
kell megtippelni a csoportbatartozast. Ha a tanité halmazunk elkésziilt, a tesztelésre szant

mintaelemeinken értékeljiik ki a modelliink teljesitményét.

A dokumentumszett (korpusz) elemeit az el6bb bemutatott feliigyelt tanulasi médszer mellett
szotar alapon is klasszifikalhatjuk. Ebben az esetben el6szor egy szétart, szolistat készitiink el,
majd a listdnk alapjan soroljuk osztdlyokba a szdvegeinket, annak megfelel6en, hogy mely

kifejezések kertiltek el az egyes dokumentumokban, és melyek nem (Sebdk et al 2016).

Latens tartalom felderitése: klaszterelemzés, topikmodellek

Tanulmanyunkban nagyobb hangsulyt fektetiink a topikmodellezés bemutatasara, hiszen a tobbi
eljaras a szovegelemzésen kiviil a numerikus adatok elemzése soran gyakran alkalmazott, igy

sokkal tobbet targyalt, sokkal nagyobb ismeretnek 6rvend6 modszer.

A Kklaszterelemzés soran a szovegeket bizonyos jellemzdik szerint, hasonldsagi alapon rendezik
csoportokba. Sem a topikmodellezés, sem pedig a klaszterelemzés soran létrehozand6 csoportok
szama nem ismert el6zetesen. A klaszterelemzés nem felligyelt médszer, célja a korpuszban rejlé

latens struktura feltarasa, a korpusz szovegeinek csoportositasa.

A valoszinliségi topikmodellek nagyméretii szoveges korpuszok megértésében nyujtanak
segitséget: az adataink, korpuszunk felderitésére, az adatokban taldlhat6é rejtett struktirak
feltarasara alkalmasak (Blei, 2011). Segitenek megtalalni a latens topikokat, melyek a korpusz
fébb témait képezik. Blei és Lafferty (2009) szerint a topikmodellek olyan kapcsolatokat
tarhatnak fel a dokumentumok ko6zott és a dokumentumokon beliil, melyek nem nyilvanvalodak,

és amelyekre a priori nem szamitunk.

Képzeljik el, hogy rendelkezésiinkre all egy nagyobb szoveges korpusz, példaul online sajtd
Osszegyljtott anyagai egy (vagy akar tobb) portalrdl. Ebben az esetben topikmodellezéssel
vizsgalhatjuk azt, hogy a szovegek milyen témak koré csoportosulnak, és levonhatjuk olyan
kovetkeztetést, hogy az adott topikok alapjan milyen csoportokkal szembeni ellenszenv jelenik
meg: rasszizmusrol, antiszemitizmusrdl, idegenellenességrol vagy épp négyiildletrél szélnak-e a

cikkek inkabb.

A topikmodellek az utébbi években gyors fejlédésen estek at. A topikmodellek a latens
szemantikus indexelésbdl (latent semantic indexing, LSI) alakultak ki (Deerwester et al., 1990),
bar az LSI még nem nevezhet§ valdszinliségi modellnek. Hoffmann (2001) az LSI-t
tovabbgondolva, egy val6szinliségi generativ folyamattal kiegészitve alakitotta ki a valdszintliségi
latens szemantikus indexelést (probabilistic latent semantic indexing, PLSI), amit az

informaciékinyerés és a klaszterezés soran alkalmaznak leginkabb.

10



Ezt kdvet&en Blei, Ng és Jordan (2003) irt el6szor a latens Dirichlet allokaciérol (Latent Dirichlet
Allocation, LDA). Ez a modell azt feltételezi, hogy a szavak erés szemantikai informaciékkal
rendelkeznek, és a hasonld témakkal foglalkoz6 dokumentumok hasonlé szavak csoportjait
hasznaljak. A latens témakat tehat a korpusz dokumentumaiban gyakran egyiitt szerepld szavak

csoportjainak azonositasaval fedezik fel.

El6zetesen csak a témak szadmat hatdrozzidk meg, és csak egy megfigyelt valtozd van: a
dokumentumok szavai¢. Ezekhez az inputokhoz az LDA visszaadja a dokumentumok topikjainak

megoszlasat, valamint az egyes topikok szoeloszlasat.

Az LDA-nak tobb Kiterjesztése 1étezik, ezek kozé tartozik példaul a korabban emlitett Structural
Topic modell, ami a kérd6ivek nyilt kérdéseinek feldolgozasat segiti (Roberts et al 2013), a
korrelalt topikmodell (correlated topic models), ami a topikok kozotti interakciot modellezi (Blei
- Lafferty 2007), a dinamikus topikmodell (dynamic topic models) ami a topikok iddébeli
valtozasat vizsgalja (Blei - Lafferty 2006), valamint a szerz6-topikmodell (author topik model),
ami szerz6ségi informacioval egésziti ki az LDA-t (Rosen-Zvi - Chemudugunta - Griffiths — Smyth

- Steyvers 2008).

Szobeagyazasi modellek

Ahogy Garg et. al (2018) irja, a szobedgyazasi modellek (word embedding) a gépi tanulas
modszerébe tartoznak. Minden szdt egy vektor képvisel. A vektorok kézotti geometriai kapcsolat

szavak kozotti szemantikai kapcsolatnak feleltetheté meg.

Vegylink két mondatot, melyeknek jelentése nagyon hasonlé: ,Legyen szép napod.”, és ,Legyen
gyonyord napod.”. Ha ezt a két mondatot szo6tar (jelolése: V) formaban szeretnénk reprezentalni,

a kovetkez6t kapnank: V = {legyen, szép, gyonyor, napod}.

A mondat szavai vektor reprezentacidban:
legyen = [1,0,0,0];
szép = [0,1,0,0];
gyonyorid = [0,0,1,0];
napod = [0,0,0,1].

A szovektorainkbol kialakithatunk egy négydimenzids vektorteret, melyben az egyes szavak egy-

egy dimenzidt képeznek. Ebben a térben a ,szép” és a ,gyonyorl” Kkifejezések ugyanolyan

6 Dinamikus modell esetén az id6ponttal, az Author Topic Model esetén pedig a szerzével egésziil ki a
valtozok listaja.
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kilonboz6nek tlinnének, mint a ,legyen” és a ,napod”, pedig ez nem igaz. A célunk ezért az, hogy

a hasonl6 szavak térben egymashoz kozel legyenek.

A szavakhoz tgy szeretnénk vektort rendelni, hogy ezaltal a vektortér strukturajarol tehessiink
allitasokat. Nem lenne jo, ha a ,szép” és ,gyonyorli” szavak teljesen kiilonb6z6 bedgyazassal
rendelkeznének, hiszen a legtobb mondatban felcserélhet6k. A szévektorok kozotti geometriai
kapcsolatoknak tiikroznitk kell a szavak szemantikai kapcsolatait. A szdbeagyazasi modellek
feladata az emberi nyelv geometriai terének leképezése. Egy vektortérben a szinonimak hasonlé
szévektorokba torténé bedgyazodasat varjuk, tehat azt, hogy a nagyon kiilonb6zé dolgokat
jelenté szavak egymastol tavoli pontokba rendezddjenek, mig a hasonl6 jelentésli szavak
kozelebb keriiljenek egymashoz. Egy gyakran példaként bemutatott geometriai transzformacio a
vektortérben, hogy ha a , kiraly” vektorbdl kivonjuk a ,férfi” vektort, és hozzaadjuk a ,n6” vektort,

akkor a ,kiralyn8” vektort kapjuk vissza?.

Szentimentelemzés, emacioelemzés

E mddszer célja, hogy a szovegen belill a negativ és a pozitiv hangulat mértékét vizsgaljuk.
Thelwall és Wilkinson (2010) a MySpace-r6l gytijtott adatokon a nemek kozotti nyelvhasznalati
kilonbségeket hataroztak meg szentimentelemzéssel. Ahktar és Soria (2009) Facebook adatokat
elemeztek érzelmi toltetiik alapjan, Thelwall et al. (2011) pedig valés események utani pozitiv és

negativ hangulatokat tartak fel Twitter bejegyzésekbdl.

Az érzelmek felismerésére szoveges korpuszokban sokféle modszert alkalmazhatunk, egyfeldl
tekinthetiink ugy a problémara, mint klasszifikacios feladatra: ebben az esetben osztalyokba
szeretnénk sorolni a szovegeinket. Hasznalhatunk kiilonb6z6 klasszifikaciés modszereket
(Support Vector Machines, Random forest), melyek teljesitményének 6sszehasonlitasarol
Kinnunen (2017) frasaban olvashatunk. Ennél a médszernél nagyon fontos az el6zetes annotalas,
hiszen ilyenkor az el6zetesen besorolt szovegeken tanitjuk be (traineljik) a modelliinket.
Meghatarozhatunk kiilonb6z6 szamu kategoriakat, kiilonboz6 cimkékkel, példaul pozitiv-negativ,

vagy pozitiv-negativ-semleges / nagyon negativ-negativ-semleges lathatjuk el azokat.

Szentimentelemzést szotar alapon is végezhetiink - a magyar nyelvre is rendelkezésre all
szentimentszotar. Ebben az esetben az egyes szavak érzelmi toltetébdl indulunk ki, és a szovegek

szavait keressiik a szétarunkban, majd ezeket tarsitjuk az el6re meghatarozott érzelemhez.

A legutjabb és legizgalmasabb lehet6ség, ha deep learning mddszerek segitségével igyeksziink

felderiteni, hogy milyen érzelmeket rejtenek szovegeink. Gatti és dos Santos (2014) konvoludcios

7 Forras: https://jjallaire.github.io/deep-learning-with-r-notebooks/notebooks/6.1-using-word-
embeddings.nb.html
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neuralis halot (convolutional neural network, CNN) hasznal, melynek elénye, hogy nem csak a
szavak szintjén vizsgaldédik, hanem a karakterek és mondatok szintjét is figyelembe veszi az
elemzés sordn. Az algoritmus tehat kiilonb6z6 szinteken (layers) tanul a szovegek jellemz6ibé],

ami példaul a tagad6 szerkezetek felismerésében is sokat segit.

A terjedés dinamikaja

Kutatdsunkban arra kerestiik a valaszt, hogy a dolgozat korabbi részében bemutatott, altalunk
JUj” szovegelemzési mddszereknek nevezett eljarasok hogyan terjednek a tudomanyos kézegben.
A kérdés f6 relevanciaja abban rejlik, hogy - mint ahogy korabban is lathattuk - ezek a metéddusok
nem a tudomanyos kézeg, hanem tizleti vallalkozasok altal kertiltek kifejlesztésre, igy egyel6re az

akadémiai felhasznalasuk csekély.

A tarsadalmi folyamatokhoz kapcsoldédd fogalmaknak, az emberek gondolkodisanak és
attitlidjeinek, tovabba bizonyos konstrukciok jelentéstartalmanak valtozasat a
tarsadalomtudomany hagyomanyosan kvantitativ kérd6ives kutatasokkal vizsgalja. Azt 1athattuk
azonban az utébbi években, hogy a kozbeszéd dinamikaja - részben a kozdsségi média
platformoknak és az online hirportaloknak koszonhetéen — annyira , felporgott”, hogy példaul egy
politikai targyu kozvéleménykutatas eredménye gyakran néhany nap alatt érdektelenné valik,
megallapitasai nem érvényesek tobbé. A természetes szovegfeldolgozassal, és ahhoz
kapcsoléddéan automatizalt adatgytijtési moddszerek segitségével lehetséges tarsadalmi
folyamatokat valés idében nyomon kévetni, és szocioldgiailag relevans problémakat
megvalaszolni. Igy tehat kiilonosen érdekes megnézni, hogy a tarsadalomtudomanyok

mennyiben ,fedezték fel” ezeket az tjfajta eljarasokat.

Modszertan

A kutatasunk célja az volt, hogy adatot gy(jtsiink arra vonatkozoéan, hogy a tudomanyban, és
els6sorban a tarsadalomtudomanyban sziileté cikkek milyen aranyban tartalmaznak ,ujfajta”
szovegelemzési mddszereket. A terjedés idébeli dinamikajat kivantuk vizsgalni, tehat azt, hogy az

adott évben megjelent 6sszes cikk koziil hany darab alkalmazza az djfajta modszereket.
Google Trends

A terjedés litemének méréséhez tobbféle lehetdséget is szamba vettiink. A végleges mddszertan

megtalalasanak dilemmajat a kévetkezb néhany gondolatban mutatjuk be annak érdekében, hogy

13



az olvasé ne vadolhassa a cikk szerzdit azzal, hogy nem eroltették meg magukat kelléen azért,

hogy a lehetd legkdzelebb keriiljenek a val6sag leirasahoz.

A Google Trends8 altal megjelenitett adatok a Google keres6ben végzett keresések trendjeit
tartalmazzak. A rendszer nem ad ki nyers szadmokat arrél, hogy adott idészakban bizonyos
kulcsszavakra hanyszor kerestek r4, illetve a taldlatok szdmardl sem kapunk informaciot, csupan
arrol, hogy az adott kulcsszdra vonatkozé ,érdeklddés” hogyan alakult, id6 és régio szerint. Ezek
az adatok tehat csak egymashoz viszonyitva, és adott id6szakon beliil értelmezhet6ek. Ugyan arra
van lehetdség, hogy kivalasszunk egy ,kategoériat”, ezek a kategoéridk a weboldalak iizemeltet6i
altal szabadon megadhat6ok és megvaltoztathatdk, igy megbizhatésaguk kétséges, masrészt a
Google-ben val6 keresés soran mi nem tudunk kategoriat valasztani, igy kérdéses, hogy ez a
kategdriavalasztas pontosan hogyan befolyasolja a megjelenitett adatokat a Google Trends-en. A
legnagyobb probléma az, hogy bar megadhatjuk, hogy csak a ,science” kategérian beliili trendeket
mutassa a rendszer, arra mar nincsen lehet6ség, hogy tudomanyteriiletre sziirjiink, igy tehat a

Google Trends hasznalata nem lehetséges ebben a kutatasban.

Dimensions.io

A Dimensions.io nev{i platform tobb mint 100 kutatoi szervezettel miikddik egyritt, és kulcsrakész
analitikai és vizualizaciés megoldasokat kindl a felhasznaloknak. Elsé ranézésre tokéletes
eszkdziil szolgalhatna egy ilyen kutatas megvaldsitasahoz, azonban sajnos tobb olyan limitacioval
is szembesiiltiink, amely lehetetlenné tette az eszkdz hasznalatat. Ilyen példaul a
keresOkifejezések kezelésének mddja: ugy tiinik, hogy a Dimensions-06n, ha egy komplex, tobb
sz6bol all6 kifejezést adunk meg, akkor nem az 6sszes sz egylittes meglétét vizsgalja a rendszer,
hanem minden olyan tartalom talalatnak szamit, amelyben legalabb az egyik sz6 megtalalhatd. Ez
a miikodési mod teljesen értelmezhetetlenné teszi az eredményeket, hiszen igy példaul nincsen
értelme rakeresni a ,big data” kifejezésre, mivel az dsszes olyan cikk meg fog jelenni, amiben
szerepel a ,data” sz6 - ami meglehetdsen sok fals taldlatot eredményez. Ez a m{ikodési maod
kikiiszobolhet6 idézdjelek hasznalataval, de a Kkeresdkifejezéseink jelentds részére igy is
rendkiviil furcsa, mar-mar megmagyarazhatatlan eredményeket és trendeket kaptunk. Tovabbi
probléma egyrészt, hogy a platform csak 2010-ig enged visszanézni az idében, illetve az, hogy a
szolgaltatasrél nem talaltunk olyan részletes leirast, amely alapjan eldonthet6 lenne, hogy
elegend6en nagy ,,meritéssel” bir-e a tudomanyos publikacidk keresésében. Végiil akkor vetettiik

el a platform haszndalatat, amikor szembesiiltiink vele, hogy a szociol6gia tudomanyteriiletbe

8 A szolgaltatas a kovetkezd linken érhetd el: https://trends.google.com/trends/
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szamos olyan cikk is besorolasra Kkertlt, amely mar elsé ranézésre sem tartoznak ebbe a

kategoriaba - feltehet6en a Dimension-6n m{ikédé algoritmus még nem kell6en kiforrott.

Google Scholar, Harzing’s Publish and Perish

A Google Scholar rendkiviil fejlett keres6je nagyban megkonnyitené hasonl6 kutatasok végzését,
azonban a platform API° hidAnyaban automatizalt adatgytijtésre csak web-scraping médszerekkel
alkalmas?0. Ennél nagyobb, athidalhatatlan probléma azonban a tudomanyteriiletekre val6
sziikités lehetdségének hidnya, amely miatt lehetetlenné valik, hogy kizardlag a szocioldgia

témakorébe tartozo cikkeken beliili el6fordulast vizsgalhassunk.

Létezik ugyan egy szoftver, a Harzing’s Publish and Perishl, amely képes tobbféle forrasbol - igy
Google Scholarbdl is - tudomanyos publikaciékat keresni, a Google Scholar limitaciéi miatt egy
keresésre mindossze a legtobbet idézett 1000 cikket jeleniti meg!2. Tovabbi probléma, hogy a
hasznalata rendkiviil lassd: ez a program is web-scraping alapon miikodik, igy egyszerre
mindossze 10 talalatot tolt le, és az automatizalt adatgy(ijtés ellen bevetett CAPTHA-k6dok miatt
a kérések kikiildésének sebessége is limitalt, igy 1000 cikk adatainak legyijtése akar tobb orat is

igénybe vehet.

A Publish and Perish képes keresni a Crossref adatbazisaban is, azonban itt még szoritébb
limitaciéba futunk, ugyanis maximum 200 talalatot lehet letdlteni egy kereséshez kapcsoléddan.
A szoftver ezen kiviil elvileg képes még a viszonylag friss, egyel6re kisérleti fazisban miikodo
Microsoft Academic-en is keresni, azonban ez a funkcié6 nem miikoédik rajta, igy a Publish and

Perish hasznalatat elvetettik.

A JSTOR scrapelése

Kovetkezd lehet6ségként alegnagyobb online tudomanyos adatbazishoz, a JSTOR-hoz fordultunk.
Az 1995-ben alapitott, non-profit alapitvany altal tizemeltetett platform t6bb mint 12 milli6
tudomanyos folyoiratcikkhez és konyvhoz biztosit hozzaférést!s, valamint Kitind keresési

feliilettel rendelkezik. Kutatdk és egyetemi hallgatok regisztralhatnak a JSTOR Data For Research

9 Application Programming Interface, vagy alkalmazasprogramozasi feliilet. Szamos olyan webes API van,
amelyre csatlakozva adatokat szerezhetiink automatizalt, programozott médon. Ilyen példaul a Twitter
vagy a Facebook API-ja, de létezik Google Custom Search API is.

10 Az in. web-scraping mddszerek alkalmazasaval weboldalak forrask6djabél nyerhetiink ki adatokat. A
legtobb webhelytulajdonos tiltja az ilyen jellegii adatgyjtést, de a teriilet jogi szabalyozottsaga még
kialakuléban van.

11 Forras: https://harzing.com/blog/2017 /11 /publish-or-perish-version-6

12 Forras: https://harzing.com/popbook/ch13 2 4.htm

13 Forras: https://about.jstor.org/
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szolgaltatasra, amelyen keresztiil letolthet6k kiilonb6z6 keresési eredmények, egyszerre max.

25000 talalatig.

Ahhoz, hogy elérjiik célunkat el6szor arrol kellett informacidt szerezniink, hogy egyes években
hany darab tudomanyos kézlemény sziiletett a szocioldgia tertiletén. Dilemmat okozott az a
kérdés, hogy biztosan csak a szociolbgidra sziikitsiik-e kutatdsunkat, vagy valasszunk mas, rokon
tudomanyagakat - példaul szocidlis munka, statisztika, feminista- és nékutatasok - is a
kereséshez, hiszen a JSTOR-on 6sszesen 74 tudomanyteriilet koziil lehet valasztanil4. Azt talaltuk
azonban, hogy mivel a kategéridk gyakran fedésben vannak egymassalls - tehat egy cikk tobb
halmazba is tartozhat - igy a szamunkra relevans cikkek mindenképpen rendelkeznek a
szocioldgia cimkével, mig azok, amelyek példaul csak a statisztika témakorbe tartoznak, nem
jelentik kutatasunk targyat. Kizarolag a szocioldgia kérébe tartozo cikkek halmazan dolgoztunk

tehat tovabb.

JSTOR Data For Research

Az egyes években sziiletett publikacidk teljes szamanak kigytijtéséhez Python-ban irtunk egy
programot, amely tetszllegesen generalt évszam-listan (pl. 1886-t6l 2018-ig) iteradl végig,
minden évszam-parhoz (tehat minden egyéves intervallumhoz) keresést végez a JSTOR Data for
Research feliiletén, majd a visszakapott HTML allomanybdl kimenti a taldlatok szamatls. A
keresést olyan médon végeztiik, hogy az 6sszes, a szocioldgia témakorébe tartozo talalat szamat

adja vissza a rendszer, tehat nem sz{kitettiink csupan a konyvekre vagy a folydiratcikkekre.

7z

Miutan el8allt az alaphalmazunk, kulcsszavas kereséseket végeztiink a Data For Research
feliileten. A kulcsszavakat, valamint a hozzajuk tartoz6 taldlatok szamat az alabbi tablazat

ismerteti.

1. tiblazat: az egyes keresdkifejezések csoportositasa, valamint a keresésekhez kapcsol6dé taldlatok szama

Témakor Adathalmaz neve Kulcsszo IdGintervallum Taldlat

:?::;::i:‘agnguage sociology-natural_language_processing ;?:)tcjzlsilsgguage - 5803
sociology-text_analysis_1800-1985 text analysis 1800-1985 22 039
sociology-text_analysis_1986-2000 text analysis 1986-2000 19 250

Szovegelemzés sociology-text_analysis_2001-2010 text analysis 2001-2010 19942
sociology-text_analysis_2011-2018 text analysis 2011-2018 18 627
sociology-qualitative_text_analysis qualitative text analysis - 13412

14 LLsd a Data For Research keresdjét: https://www.jstor.org/dfr/

15 Példaul a Delirious Naples: A Cultural History of the City of the Sun cim( mi
(https://www.jstor.org/stable/j.ctv8bt213) egyszerre tartozik a Sociology, Language & Literature,
valamint Art & Art History kategdridkba.

16 A program forraskodja megtalalhato a Fiiggelékben.
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quantitative text

sociology-quantitative_text_analysis . - 12 724
sociology-text_mining text mining - 6438
:::?;ust;:i:cnzl sociology-computational_social_science z:ir;npctgational gLes - 2 648
sociology-data_science_1800-1970 data science 1800-1970 19134
sociology-data_science_1971-1985 data science 1971-1985 21371
sociology-data_science_1986-1998 data science 1986-1998 22 392
Adattudomany
sociology-data_science_1999-2008 data science 1999-2008 22 809
sociology-data_science_2009-2015 data science 2009-2015 22 632
sociology-data_science_2016-2018 data science 2016-2018 5182
Adatbanyaszat sociology-data_mining data mining - 13526
sociology-big_data_1800-2007 big data 1800-2007 24 263
Big Data
sociology-big_data_2008-2018 big data 2008-2018 17 792
sociology-topic_model_1800-2005 topic model 1800-2005 19971
sociology-topic_model_2006-2018 topic model 2006-2018 17 547
sociology-topic_segmentation topic segmentation - 1466
sociology-sentiment_analysis sentiment analysis - 21971
NLP médszerek sociology-word_embedding word embedding - 1327
sociology-text_classification text classification - 12 418
sociology-text_clustering text clustering - 1888
sociology-automatic_summarization automatic - 37

summarization

Az egyes kulcsszavakat az attekinthet6ség érdekében csoportositottuk. Létrehoztunk egy
kategdriat az NLP-ben hasznalt mddszereknek, ide soroltuk a topic model, topic segmentation,
sentiment analysis, word embedding, text classification, text clustering, automatic summarization
kifejezéseket. Osszevontuk a hagyomanyos szoveganalitikira vonatkozo6 keresé kifejezéseinket,
igy a qualitative text analysis, a quantitative text analysis és a text analysis egy kategoriaba kertilt.
A tobbi kulcsszot 6nalléan haszndltuk, tovabba létrehoztunk egy egyéb cikkek kategdriat is az
osszehasonlithatosag kedvéért, igy odsszesen nyolc kategdriat kaptunk. A kulcsszd-kategdria

megfeleltetéseket a fenti tablazat ismerteti.

A tablazatban minden sor egy-egy archivumot takar, amelyek metaadatokat tartalmaznak az
adott keresés soran megtalalt cikkekrdl és konyvekrol. Ezek a metaadat-halmazok hierarchikus
strukturaval rendelkezé XML fajlok, amelyek informacidt szolgaltatnak egyebek mellett az adott
tartalom tipusarodl (research article, review article, book, book review, stb.), nyelvérdl, a
megjelenés helyérdl és idejér6l, de gyakran tartalmaznak terjedelmet és kiilonb6z6
azonositoszamokat (pl. DOI) is. Ezekbdl a gazdag adathalmazokbdl szadmunkra csupan a

megjelenés idejére illetve az alkalmazott kulcsszéra volt sziikség.

Miutadn meggy6zddtiink arrol, hogy a keres6szavainkra tilnyomorészt valéban relevans taldlatok

érkeznek, kidolgoztunk egy eljarast a duplikatumok kisziirésére. Mivel a keresékifejezések kozott
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szamos olyan van, amely rokonteriileteket, vagy egymasba ér6é halmazokat reprezentdl, ezért
szamitottunk arra, hogy valami alapjan ki kell térélniink a tobbszoros talalatokat. Szerencsére a
fajlnevek tartalmazzak az adott tartalom JSTOR-on beliili egyedi azonositdjat, ezért a fajlnevek
alapjan végeztiik a sziirést: amelyik fajlnév mar szerepelt a feldolgozas soran, az t6bbszor nem
keriil be a végsé adathalmazba. Igy az eredetileg kapott, tobb mint 366 ezer talalatot végiil 208
673-ra sziikitettiik. Bar az adatokhoz keresékifejezések segitségével jutottunk hozza, az elemzést
mar tagabb témakoronként végeztiik, emiatt nem volt 1ényeges, hogy egy témakoron beliil
pontosan melyik keresészavaknal fordult el6 az adott cikk: az eredmények szempontjabol csupan

az az érdekes, hogy beletartozik-e az adott témakorbe.

Az adatok feldolgozasara megirt fiiggvény tehat végigmegy az 6sszes archivum 6sszes fajljan,
azokbdl pedig kigyiijti a szamunkra relevans adatokat: a keresokifejezést, a megjelenés idejét,
publikacié tipusat és nyelvét, valamint az egyedi azonositét. Az adathalmazt ezt kdvetéen egy

pivot tablaba Osszesitettiik az évek és az 1. tdblazatban lathaté témakorok szerint.

Azismertetett keresést 1886-t6117 2018-ig futtattuk - ez az idei év kivételével lefedi a JSTOR teljes,

szocioldgia témakorbe tartozé archivumat.

Eredmények

A cikkek szamanak valtozasa

1. abra: szociolégia témaju cikkek szama évenként, 1890-2018

Cikkek szama évenként

4k

2k

1890 1900 1910 1920 1930 1940 1950 1960 1870 1980 1950 2000 2010 2018

17 A legrégebbi, JSTOR-on talalhaté szocioldgiai cikk 1886-0s, azonban ezt kovetSen négy évig egyetlen
tartalmat sem talaltunk, igy a jobb vizualizaci6 érdekében adatainkat 1890-t6l jelenitjiik meg.
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Lathatd, hogy a cikkek szama dinamikusan emelkedik 1900-td] kezdve. Az elsé jelent6sebb
megtorpands a novekedés sebességében a masodik vilaghdbort kérnyékén lathaté, illetve az
1980-as években is volt egy stagnalé fazis, majd szintén kisebb visszaesés mutatkozik a ‘90-es
évek végén. A 2000-es évek elejétdl ugyanakkor rendkiviili iitemii ndvekedés lathat6, amelyet
kovetSen 2013-15-ben tet6zik az 0j publikacidk szama. Elgondolkodtat6 lehet, hogy vajon miért
tapasztalunk ekkora visszaesést a cikkek szamaban az utolsé néhany, harom-négy évben. Ennek
az az oka, hogy a JSTOR a legtobb folyodirattal olyan megallapodast kot, amelynek alapja egy
»,mozgo fal” a folydirat legfrissebb szdma és a JSTOR-on megjelend legtjabb kiadas kozott. Ez a
gyakorlatban azt jelenti, hogy a folydirat 4j szama a megjelenéssel nem keriil ki automatikusan a
JSTOR-ra, hanem csak 2-3 év mulva lesz elérhetd. Ez els6sorban a kiad6 érdekét szolgalja, hiszen
ha az legdjabb szam is szabadon hozzaférhet6 lenne, akkor senki sem fizetne a folyoirat
elolvasasaért. A ,mozg6 falon” kiviil néhany kiaddcéggel ,fix fal” megallapodasa van a JSTOR-nak,
az ebben érintett folydiratok esetében egy adott datumnal frissebb tartalmak nem jelenhetnek
meg a platformon. Kijelenthet6 tehat, hogy az utolsé néhany év visszaesése nem a szocioldgiai
tudomany hanyatldsanak jele, hanem a JSTOR mikodésének jellegébdl fakadd sajatossag,

limitacio.18

A vizsgalt mdédszerek terjedése

A targyalt mddszertan alapjan el6allé adathalmazt szerettiik volna minél befogadhat6bb médon
megjeleniteni, ezért egy interaktiv adatvizualizaciés eszkoz mellett dontéttiink. Az dbra
elkészitéséhez a Python plotly, numpy és pandas csomagjait hasznaltuk. Az alabbiakban a
vizualizaciok statikus verzidjat kozoljik - az interaktiv valtozatok megtekinthet6k a

https://aknap.eu/nlp-szociologia weboldalon.

18 Forras: https://about.jstor.org/whats-in-jstor/journals/
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2. abra: szocioldgia témaju cikkek szama évenként, kulcsszavak szerinti bontasban, 1890-2018

Cikkek szama kulcsszavak szerint

= Other
Text Analysis
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Az altalunk vizsgalt témakhoz tartozo cikkek aranyanak novekedése szintén megfigyelhet6. Mig
az ezredfordul6 el6tti id6szakban nem érte el a megnevezett témakorokbe es6 tartalmak aranya
az osszes talalat egyharmadat, addig 2015-ben - ami az adatok alapjan az utols6 olyan év, amely
a JSTOR miikodési jellegébdl fakadoan teljesértékiien elemezhet6 - meghaladta annak felét is. A
azt mondhatjuk tehat, hogy egyértelmii novekedési trend latszik az Gj tipusu szoveg- illetve
adatelemzési modszerek terjedésében a szociologidn belil, de Aattérésrdl egyel6re nem

beszélhetiink.

A tovabbiakban az egyes témakorokhoz tartozé szamokhoz kiilon-kilon is, a teljesség igénye
nélkiil igyeksziink interpretaciot adni. A ,big data” kifejezés elterjedése, buzzword-ként torténd
hasznalata a 2000-es évek elejére datalhato, azdta ez a székapcsolat szinte ,mém” lett a tudomany
és az lizlet vildgaban, olyan dolog, amir6l mindenki hallott mar, de pontosan senki sem tudja, hogy
mi az (Donoho 2017, 747). Adatainkbdl lathatd, hogy a Kkifejezés elterjedése egybeesik a
szakirodalom megallapitasaival: a sz6 ,karrierje” 2003-t6l ivel folfelé. Az is megallapithato
azonban, hogy az ezredfordul6 el6tti id6szakban is van évente néhany szaz eset. Itt feltehetGen
fals talalatokkal van dolgunk, ami nem kiillon6sebben meglep6 annak fényében, hogy a kifejezés
alkoté szavai kiilon-kiilon mennyire gyakran hasznalatosak. A ,data science” kifejezés ennél is
késo6bb, a 2010-es évektdl kezdve valt buzzworddé, azonban ezt a szokapcsolatot mar korabban
is hasznaltak, egyebek mellett a ,computer science” szoosszetétel helyettesitésére, majd a ‘70-es
évektdl kezdve szamitdgépes adatfeldolgozas kapcsan. Ennek ellenére itt is valészind, hogy
szamos hibas talalat keriilt az adathalmazunkba. A t6bbi témakor esetében nem lathatunk olyan
szamokat, amelyek arra engednének kovetkeztetni, hogy az egyes keresdkifejezések nem

miikodtek megfelel6en. A felsorolt problémak orvoslasara egy kés6bbi kutatas keretében jelen

frasunk korabbi részében ismertetett eljarast hivhatnank segitségiil. A JSTOR 4ltal szolgaltatott
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metaadatfajlok gyakran tartalmaznak absztraktot is, ezek tartalmanak Kklaszterezésével

feltehet6en kiszlirhet6k lennének a téves talalatok.

A folydiratok szamanak valtozasa

A kulcsszavas kereséseket kovetben letoltottiik a J[STOR-rél az 6sszes folydiratcikk metaadatat
annak érdekében, hogy az egyes években el6forduld folydiratok szamat megtudhassuk. Ez
514 950 darab f4jl feldolgozasat jelentette. Modszeriink 1ényege az, hogy a cikkeken végigiteralva
a folydiratok azonosit6jat egy, az adott évhez tartozo listaba tessziik, de csak abban az esetben,
ha még nem szerepel az adott folydirat az adott évben, majd ezt kovetGen egyszeriien
0sszeszamoljuk, hogy évenként hany darab folyoirat jelent meg az adatokban. Ezzel az egyszeri
modszerrel ugyan azt nem tudjuk detektalni, ha egy folyoirat besziinteti miikodését, azonban a

folydiratok szamanak alakulasat igy is figyelemmel kisérhetjiik.

3. abra: a JSTOR-on megjelend folydiratok szama a szociolégia témaju cikkekben, 1890-2018

Folyoiratok szama évenként
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40

1890 1900 1910 1920 1930 1940 1950 1960 1870 1980 1950 2000 2010 2018

Az ismertetett adatfeldolgozasi mdd miatt Abrankon néhol el6fordul, hogy visszaesés mutatkozik
egyes évek kozott. Az azonban vilagosan latszik, hogy a JSTOR-on fellelhet6 folydiratok szamanak
novekedése 1950-t61 1990-ig dinamikusnak mondhatd, ezt kovet6en kozel egy évtizedes
stagnalas mutatkozik. Ezt a megkozelitdleg 120 folydiratos szintet valamelyest meghaladja a
2000-es évek, majd korabbi adatainkkal 6sszhangban csokkenés mutatkozik a 2010-es évektol
kezd6dden. Az talalt adatok redlisnak tlinnek annak tiikrében, hogy a JSTOR-on, 6sszetett keresés

definialasakor 151 folyoirat koziil lehet valasztani a szociolégia tudomanyagban?®.

19 https://www.jstor.org/action/showAdvancedSearch
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Tovabbi elemzési lehetoségek

AJSTOR altal biztositott gazdag adathalmaz rengeteg lehet6séget nyujt a kutatas tovabbviteléhez.
A Data For Research feliileten kiérheté metaadatok segitségével a tarsszerzdségek haldzati
megkozelitésli elemzésére nyilik lehet6ség. Egy ilyen vizsgalat soran felderithet6 lenne, hogy
mely tudomanyteriiletek képvisel6inek segitségével terjednek 4t egyes modszerek a
tarsadalomtudomanyokba, milyen diffiziés folyamatok jatszodtak le a diszciplinak kozott. A

modszerek elterjesztésében kulcsszerepet vallald szerz8k azonositasa is lehetséges lenne.

Egy masik megkozelitéssel azonositani lehetne azokat a folyoiratokat, amelyek uttord szerepet
vallaltak egyes moddszerek elterjesztésében. Természetesen ehhez sokkal jobban sziikséges
specifikalni a kereséseket, mivel az esetleges fals taldlatok helytelen kovetkeztetések levonasat

eredményezhetik.

Végezetiil a J[STOR beépitett szovegelemzo szolgaltatasaval lehetdség van letdlteni a cikkekhez
tartozé bi-, tri-, illetve unigramokat, amelyek elemzése tovabb segithet a téves talalatok
felismerésében, Kklaszterezésiikkel pedig lehet6ség nyilna a szocioldgia fokuszpontjainak

feltérképezésére a kiillonboz6 idészakokban.
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Fiiggelék

A tanulmanyban megtalalhaté dbrak interaktiv verziéi elérheték a
https://aknap.eu/nlp-szociologia oldalon. Szintén ezen az oldalon taldlhato az adatfeldolgozas

soran hasznalt programkdd is.
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